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ABSTRACT

Prediction is a way to find out the future by using events that have occurred in the past, in practice
predictions are made to reduce the risk that will occur.

Time Series Forecasting method is a method that is often used in predicting time series, this
method can be done using past data that has occurred.

The purpose of this research is to predict the number of domestic tourists coming to East
Kalimantan so as to reduce the risk of a surge in tourists who will have data in 2023, so that the
community and related agencies can take advantage of the surge that will occur.

From the results obtained after processing the data and predicting the data that has been
obtained, an accuracy of 76.93% is obtained and gets a fairly constant spike until the end of 2023.
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ABSTRAK

Prediksi adalah sebuah cara untuk mengetahui masa yang akan datang dengaan menggunakan kejadian
yang sudah terjadi dimasa lalu, pada penerapannya prediksi dilakukan untuk mengurangi resiko yang
akan terjadi.

Metode Time Series Forecasting adalah salah satu metode yang sering digunakan dalam
memprediksi runun waktu, metode ini dapat dilakukan dengan menggunakan data pada masa lalu yang
telah terjadi.

Tujuan penelitian ini dilakukan untuk memprediksi jumlah wisatawan nusantara yang datang ke
Kalimantan Timur sehingga dapat mengurangi resiko dalam lonjakkan wisatawan yang akan datang pada
tahun 2023, sehingga masyarakat dan instansi terkait dapat memanfaatkan lonjakan kunjungan yang akan
terjadi pada tahun tersebut.

Dari hasil yang diperolah setelah mengolah data dan memprediksi data yang telah didapatkan
didapatkan hasil akurasi 76,93% dan mendapat pelonjakkan yang cukup konstan pada sampai dengan
akhir tahun 2023.

Kata kunci : Prediksi, Time Series Forecasting, Kalimantan Timur, Wisatawan Nusantara

1. PENDAHULUAN sehingga dengan menggunakan prediksi

Dengan menggunakan prediksi dapat mengantisipasi resiko yang

akan memperkecil resiko suatu masalah, dihadapi pada masa yang akan datang.

dari pada itu prediksi mampu Perhitungan jumlah kunjungan
meramalkan suatu masalah dengan data yang menjadikan patokkan bagi berbagi
yang relevan pada masa lampau, tolak ukur orang-ornag berkunjung
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kesuatu daerah tertentu, sehingga
patokkan ini menjadi suatu pembahasan
menarik dengan menurunnya jumlah

kunjungan yang ada pada tahun 2020.

Dengan banyaknya wisata yang
telah dibuka kembaali, menjadikan
potensi bagi wisatawan nusantara untuk
berkunjung serta menikmati wisata alam
dan wisata hiburan lainnya yang ada di
nusantara, Degnan  biaya yang
terjangkau dan Bahasa yang sama
membuat wisatawan nusantara lebih
banyak memilih berkunjung ke wisata-

wisata yang ada di nusantara.

2. METODE

(Menurut Buulolo, 2020), Data
mining atau kadang disebut juga
Knowlegde Discovery in Database
(KDD) merupakan aktivitas yang
berkaitan dengan pengumpulan data,
pemakaian  data  historis  untuk
menemukan pengetahuan, informasi,
keteraturan, pola atau hubungan dalam
data yang berukuran besar. Output
dalam data mining dapat dipergunakan
sebagai alternatif dalam pengambilan

keputusan atau.
2.1. Tahapan Data Mining

Tahapan dilakukan untuk
menghasilkan pengetahuan baru yang

diharapkan memberikan kontribusi yang

baik, secara lanjut dapat dijelaskan
sebagai berikut:
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Gambar 1. Tahapan Data Mining

Sumbar : (Fatmawati & Windarto 2018)

Menurut (Fatmawati & Windarto 2018)
berikut adalah penjelasan tahapan data
mining:

1. Data Selection

Pemilihan (seleksi) data dari
sekumpulan data operasional perlu
dilakukan sebelum tahap penggalian
informasi dalam KDD dimulai. Data
hasil seleksi yang digunakan untuk
proses data mining, disimpan dalam
suatu berkas, terpisah dari basis data

oprasional.
2. Processing

Sebelum proses data mining
dapat dilaksanakan, perlu dilakukan
proses cleaning pada data yang menjadi
fokus KDD. Proses cleaning mencakup
antara lain membuang duplikasi data,
memeriksa data yang inkonsisten, dan

memperbaiki kesalahan pada data.
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3. Transformation

Coding adalah proses
transformasi pada data yang telah
dipilih, sehingga data tersebut sesuai
untuk proses data mining. proses coding
dalam data mining KDD merupakan
proses kreatif dan sangat tergantung
pada jenis atau pola informasi yang

akan dicari dalam basis data.
4. Data Mining

Data mining adalah proses
mencari pola atau informasi menarik
dalam data terpilih dengan menggunkan
teknis atau metode tertentu. Teknik,
metode, atau algoritma dalam data
mining sangat bervariasi. Pemilihan
metode atau algortma yang tepat sangat
bergantung pada tujuan dan proses

KDD secara keseluruhan.
5. Interpretation/evalution

Pola informasi yang di hasilkan
dari proses data mining perlu di
tampilkan dalam bentuk yang mudah
dimengerti oleh pihak yang
berkepentingan. Tahap ini merupakan
bagian dari proses KDD yang di sebut
interpretation. Tahap ini  mencapuk
pemeriksaan apakah pola atau informasi
yang ditemukan bertentangan dengan

fakta atau hipotesis yang ada

sebelumnnya.
2.2. Time Series Forecasting

Time Series Forecasting
merupakan metode yang banyak
digunakan dalam perhitungan deret
waktu untuk meramalkan kejadian yang
akan mendatang seperti beberapa kasus
liburan, ekonomi, pembangunan, dan

prediksi finansial.

Data dalam prediksi biasa
menggunakan data historis yang bersifat
Time Series (runut waktu), prediksi
dalam Time  Series  Forecasting
merupakan prediksi yang berguna untuk
memperkecil resiko dalam kesalahan

untuk masa yang akan datang

2.3. Autoregressive Integrated Moving
Average (ARIMA)

ARIMA merupakan pemodelan
Time Series yang menggabungkan
model Autoregressive (AR) dan Moving
Average (MA) dan di gabung menjadi
Autoregressive Moving
(ARMA), ARIMA
komponen ketidak stasioneran data

Average

melibatkan

yang ditandai dengan nilai Prob kurang
dari 0,05.

Menurut (Hadiansyah, 2017),
model ARIMA memiliki berbagai
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macam perhitungan yang didefinisikan
menjadi 7 bagian sebagai berikut:

1. Autoregressive Model (AR)

Bentuk umum model
Autoregressive dengan ordo p (AR(p))
atau model ARIMA (p0,0) dinyatakan
sebagai berikut:

Y, =ap+t01y;-1+0:y: g+ € (1)

Y, = Nilai observasi pada saat t

a, = Konstanta

0, = Parameter autoregressive ke p

e, = nilai galat saat t

2. Moveing Average (MA)

Y. =00+0.e, 1 +...+ 0., (2
0, = Konstanta

6, = Parameter moving average ke g

q
e._p = Nilai galat pada saat t-k

3. Preoses Autoregressive Moving
Average (ARMA)

Model umum untuk campuran proses
AR (1) murni dan MA (1) murni,
missalkan ARIMA (1,0,1) dinyatakan
sebagai berikut:

Yt = a0+918t_1 + ...+ qut_q

+a1 Yt—1+' . +ath_p (3)
4. Proses Autoregressive Integrated

Moving Average (ARIMA)

Apabila non-stasioner ditambahkan
pada campuran proses ARMA, maka
memenuhi  model umum ARIMA
(p,d,q) terpenuhi. Persamaan untuk
khasus sederhana ARIMA (p,1,9)

adalah sebagai berikut:

Y, = (1 + al)Yt_1+...+(1 + ap)Yp_l
+e; + Blet_1+..+0qet_q (4)

2.4. Proses ARIMA

Pada penerapan ARIMA memiliki
beberapa proses untuk mendapatkan
nilai,menurut (Pandji, 2019), berikut
adalah proses ARIMA:

1. Cek Kestasioner

Kestasioner data dapat dilihat
melalui trend dari grafik coleogram
ACF-PACF, dengan melibatkan kondisi
cut off grafik tersebut.

2. Indentifikasi Model Sementara

Untuk orde AR, dapat dilihat
pada grafik PACF yang melewati garis
cut off. Sedangkan untuk orde MA,
dilihat pada grafik ACF yang melewati

garis cut off.
3. Estimasi Parameter

Estimasi parameter dilakukan
dengan menguji semua kemungkinan
AR dan MA vyang diproleh untuk
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mencari kesignifikanan dari model yang

terbentuk.

4. Pengujian Diagnostik

Pengujian diagnostik dilakukan
dengan cara pengujian dari model yang
sudah di estimasi yaitu terhadap nilai
error pada model dengan statistika Box-
Pierce.

2.5. Eviews

Eviews adalah alat bantu
peramalan dengan model ARIMA yang
cukup banyak digunakan oleh para ahli,
perangkat lunak ini berbasis windows
sehingga banyak digunakan dalam
analisis, perangkat lunak ini banyak
digunakan dalam perhitungan statistika,
dan tampilan antar muka pada
perangkat eviews juga sangat mudah
untuk dioprasikan dengan itu perangkat
ini  cocok untuk digunakan bagi
pengguna yang baru ingin memulai
menjadi statistisi.

2.6. Confusion Matrix

Tabel 1. Confusion Matrix

Correct Classifid as
Classificatio Predicti  Predicti
n d “y” d c_cc
Actual “+”
Actual «-«

Pada Confusion Matrix ini akan
dilakukan tahap mencari nillai Accuracy

agar dapat melihat akurasi yang ada

pada data yang didapat, sehingga
prediksi yang dilakukan menjadi lebih
maksimal untuk peramalan pada data
yang lebih akurat dan terukur secara
statistik.

Menurut (Normawati & Prayogi,
2021) Confusion Matrix adalah tabel
yang menyatakan klasifikasi jumlah
data uji jumlah benar dan uji jumlah

salah.

Untuk  mencari  presentace
akurasi dalam prediksi terdapat rumus

sebagai berikut:
(TP/TN)/Total DataX100%=Akurasi

3. HASIL DAN PEMBAHASAN

Pada penelitian ini data yang
didapatkan berasal dari Badan Pusat
Statistika (BPS) Provinsi Kalimantan
Timur  dengan data  wisatawan

nusantara.
3.1. Pembersihan Data

Pada data yang telah diambil
dari buku publikasi yang ada di Badan
Pusat Statistika Provinsi Kalimantan
Timur setelah dilakukan pembersihan
data dari data Provinsi lain selain
Provinsi ~ Kalimantan  Timur dan

didapatkan hasil sebagai berikut:



Tabel 2. Data Wisatawan Nusantara

2019 2020 2021 2022

Januari 184.409 305330 158223 197.778
Februari 184.409 295531 137.786 172.232
Maret 184.409 204.203  181.973  227.466
April 206.272 85.577 179.079  134.309
Mei 206.273 90.635 212.126  159.094
Juni 206.273  138.212 219.117 164.337
Juli 116.202  168.779 131980 172.475

Agustus 116.200 179.505 142.171 177.713
September  116.200 165.957 191.200 143.400
Oktober 101.785 194.046  227.901 170.925
November  101.784 193.403 216.195 270.243
Desember  101.784 215.004 244.452  305.565
TOTAL 1.823.000 2.236.182 2.242.203 2.295.537

3.2. Confusion Matrix

Tabel 3. Hasil Confusion Matrix

ACTUAL
data WisNuys 2022 Forecasting 2022
Data WisNys 2022 2.295.537 598.415 2.893.952
Forecast 2022 598.415 1.697.122  2.295.537
2.893.952 2.295.537 3.992.659

Pada data confusion matrix
didapat dari hasil peramalan 2022 pada
Eviews lalu dibandingkan dengan data
pada BPS dan dihasilkan perhitungan
seperti pada tabel 2, maka didapat hasil
akurasi sebagai berikut:

2.295.537+1.697.122
5.189.489

X 100% (5)

0,7693 X 100% = 76,93% (6)

Maka dapat disimpulkan bahwa
akurasi pada prediksi  wisatawan
nusantara dengan menggunakan alat
bantu Eviews memiliki akurasi 76,93%.

3.3. Cek Ketasioner
pada tahap awal dilakukan
pengecekkan stasioneran data dari data

yang telah dimasukkan sebagai berikut:

£ Series: SER0T Workfile: UNTITLED:Untitled\ =NREE X"
[wewlpmc[omm]Pmpemes] [Drmt]Name[Freeze] [SEmp\e[Genr[sheet]Graph[stats Ider
Augmented Dickey-Fuller Unit Root Test on SER01

Null Hypothesis: SER01 has a unit root

Exogenous: Constant
Lag Length: 1 {Automatic - based on SIC, maxlag=9)

t-Statistic Prob *

Augmented Dickey-Fuller test statistic -4 677074 0.0004
Test critical values 1% level -3.581152

5% level -2.926622

10% level -2.601424

*MacKinnon (1996) one-sided p-values.

Augmented Dickey-Fuller Test Equation
Dependent Variable: D{(SERO01)

Method: Least Squares

Date: 04/18/23 Time: 18:32

Sample (adjusted): 2019M03 2022M12
Included observations: 46 after adjustments

Variable Coefficient ~ Std. Error  t-Statistic Prob
SERO1(-1) -0.732301 0.156572  -4.677074 0.0000
D(SERO1(-1)) 0.439463 0.150205 2925756 0.0055
C 130.9209 28.19768 4642965 0.0000

R-sauared 0338A31  Mean denendent var 7 33876

Gambar 2. Cek Ketasioner

Pada pengecekkan ini didapat
hasil prob 0,0004 maka sudah bisa
dikatakan data yang dimasukkan
stasioner pada level 0 Difference.

Dan dapat dilihat dengan

ditampilkannya nilai R-Squared

0,338631 menunjukkan nilai error yang

cukup tinggi.

3.4. Pemodelan Sementara
£ Series: SER01 Warkfile: UNTITLED:Untitled\ =N EEE X"

[V\EWIDrnr[DbJEﬂ[Prnpemasl [Prmt]Name]Freaze] [samp\alGenr[sheathraph]stats Ider
Correlogram of SER01
Date: 04/19/23 Time: 18:35
Sample: 2019M01 2022M12

Included observations: 48
Autocorrelation  Partial Correlation AC PAC Q-Stat Prob
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Gambar 3. Identifikasi Model Sementara
Pada gambar 3 menunjukkan bar

1 yang menunjukkan Autocorrelation
(MA) dan Partial Correlation (AR)

yang melewati garis maka dapat



disimpulkan bahwa yang memenuhi
syarat dalam pemodelan adalah AR (1)
dan MA (1).

£ Series: SER01  Workfile: UNTITLED: Untitled) =N e

[VlawlProc[ObJeL‘tIPropamas] [PrmthamaIFreaza] [Samp\alGanr[shaetlGraph[statsl\dar

Automnatic ARIMA Forecasting

Selected dependent variable: LOG({SERO1)
Date: 04/19/23 Time: 19:00

Sample: 2019M01 2022M12

Included observations: 48

Forecast length: 0

Number of estimated ARMA maodels: 16
Number of non-converged estimations: 0

[Selected ARMA model: (0.1)(0.0)
A S UZTU bd.30

Gambar 4. Automatic ARIMA Forecasting

Pada gambar 4 menunjukkan
pemodelan yang akan digunakan dalam
tahap selanjutnya, pemodelan ini
didapat dengan cara memasukkan nilai
yang sudah didapatkan yaitu AR (1) dan
MA (1),

dengan menggunakan tool yang
telah disediakkan oleh Eviews dapat
mempermudah  dalam  menentukan
pemodelan sementara dengan tool

Autometic ARIMA Forecasting.

Pada gambar 4 menunjukkan
AR (0) MA(1) dan Sar (0) Max (0)
dengan  itu  didapat  pemodelan
sementara yang akan digunakan adalah

MA (1)

3.5.  Estimasi Parameter

Pada  pengukuran  estimasi
parameter ini dapat dilakukan untuk
memperlihatkan kelayakkan pada data

didapatkan hasil seperti pada gambar 5.

(=) Equation: UNTITLED  Workfile: UNTITLED:Untitled\  [-=- |- B |30

[ViewlPrucIObject] [PrmthamelFreezel [Est\mate[Furecastlstatisesidsl

Dependent Variable: D(SER01)
Method: ARMA Maximum Likelihood (OPG - BHHH)

Date: 04/19/23 Time: 19:22
e 201910

amp 0
Included observations: 47
Convergence achieved after 9 iterations

GETTICIENT Covarliance computed using outer product of gradients

Variable Coefficient  Std. Error  t-Statistic Prob.
C 2617314 8.571761 0.305341 0.7615
MA(1) 0.081812  0.180510 0453225  0.6526
SIGMASQ 2641.762  338.8929  7.795271 0.0000
R-squared 0.004005 Mean dependent var 2577787
= 0. S5.D. dependent var 52.06044
S.E. of regression 53.12139  Akaike info criterion 10.84488
Sum squared resid 124162.8 Schwarz criterion 10.96298
Log likelihood -251.8547  Hannan-Quinn criter. 10.88932
F-statistic 0.090452  Durbin-Watson stat 2.026062
" Prob(F-statistic) 0.913688
Ilnverted MA Roots -08 I

Gambar 5. Estimasi Parameter

Pada gambar 5 menunjukkan
estimasi dari model sementara yang
telah didapatkan, dan dapat dilihat dari
included observation menunjukkan nilai
yang telah terpenuhi, serta data telah
tercapai convergence nya.

Dan menunjukkan nilai dari R-
squared yang tidak cukup baik dengan
angka 0,004095 yang menunjukkan
jauh dari angka satu, maka dapat
disimpulkan bahwan nilai erorr pada
prediksi cukup tinggi.

3.6.  Pengujiaan Diagnostik
(=) Equation UNTITLED Workfie: UNTITLED:Untities\ | = | ][]

[Vlew]?mr[ﬁbjectl [Prmthame]Freezal lEst\mateIForecastlStats]Ras\ds]
Correlogram of Residuals
oo

At U Tores T g
Sample (adjusted): 2019M02 2022M12
Q-statistic probabilities adjusted for 1 ARMA term

Autocarrelation  Partial Correlation AC  PAC Q-Stat Prob

! ! ! ! 1-0016 -0016 00121
! 2 0231 -0232 27543 0097

! 3 -0250 -0273 60331 0049

! 4 -0.091 -0.195 64736 0.091
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! 11 -0.058 0.013 12854 0232
! 12 -0.119 -0.067 13.787 0.245
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| 14 0151 -0005 16266 0235
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Gambar 6. Correlogram Q-Statistic



Pada pengujian diagnostik ini
menlihat nilai pada setiap bar yang ada
untuk tidak melewati garis.

Pada gambar 6 ber ke 3 pada
Partial Correlation menunjukkan bar
yang melebih garis, maka dikarnakan
hanya 1 bar maka data dapat dilanjutkan

untuk Forecasting.

3.7.  Hasil

(€] = | [E | £3
[view]proc| object| [print | Mame | Freeze| Defautt ~ [sort dit+/- | smpl+-[ compare+/-|

SERO1F SERO1 LOW1 HI1

2022M03 227.4660 227.466 NA NA

2022M04 134.3090 134.309 NA NA

2022M05 159.0840 159.094 NA NA

2022106 164.3370 164.337 NA NA

2022M07 172.4750 172.475 NA NA

2022M08 177.7130 177.713 NA NA

2022M09 143.4010 143.401 NA NA

2022M10 170.9250 170.925 NA NA

2022M11 270.2430 270.243 NA NA

2022112 305.5650 305.565 NA NA

2023M01 3102260 NA -256.3482 258.3482

2023M02 312.8433 NA -232.6965 232 6965

2023M03 315.4606 NA -215.0059 215.0059

2023M04 318.0780 NA -200.1553 200.1553

2023M05 320.6953 NA -187.0266 187.0266

2023M08 323.3126 NA -175.0702 175.0702

2023M07 325.9299 NA -163.9692 163.9692

2023M08 328.5472 NA -153.5225 153.5225

2023M09 331.1645 NA -143.5932 143.5832

2023M10 333.7818 NA -134.0838 134.0838

2023M11 336.3991 NA -124.9221 124.9221 I
4 2023M12 339.0165 NA -116.0529 116.0529

Gambar GMimal

Pada gambar 6 menunjukkan
hasil decimal dari jumlah wisatawan
nusantara disetiap bulannya pada kolom
serO1f dan menunjukkan nilai yang

terus naik.

Serta  dapat dilihat nilai
desimalnya dari Batasan bawah dan
Batasan tingginya.

Dapat dilihat juga pada kolom
ser01  menunjukkan data  jumlah
wisatawan nusantara yang dimasukkan,
sehingga pada kolom 2023 tidak

ditunjukkan nilai yang dihasilkan.

(€] Group: UNTITLED Workfile: UNTITLED:Untitled\ === "
[V\ew[Pm:th}ect] [Prmt]Name]Freeze] Default ~ | Options | Zoom |Position | Sample | An
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Gambar 7. Grafik Forecasting

Pada gambar 7 menampilkan
grafik pada hasil Forecasting pada
menunjukkan hasil lonjakkan hingga
pada akhir tahun, data menunjukkan
kota yang paling banyak dikunjungi
adalah Samarinda, Balikpapan, dan

Berau.

4. KESIMPULAN

Berdasarkan hasil dari penelitian
yang sudah dilakukan kesimpulan
bahwa wisatawan yang akan data ke
Kalimantan Timur terus melonjak pada
tahun 2023, serta kota yang dikunjungi
adalah Samarinda, Balikpapan, dan
Berau, serta akurasi pada prediksi
dengan metode Time Series Forecasting
dengan pemodelan ARIMA

mendapatkan akurasi 76,93%

5. Saran

Pada penelitian selanjutnya bisa
menggunakan indikator musiman untuk

memprediksi seperti: ekonomi,



Pembangunan IKN, dan Acara besar
adat, serta Pada penelitian selanjutnya
dapat menggunakan data tahunan
sehingga prediksi mendapat nilai yang
lebih fluktuasi
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